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多尺度自监督特征融合的工业视觉缺陷检测方法* 

陈永彬  黄嘉思  黄国健 

（广东机电职业技术学院, 广东 广州 510550） 

摘要：针对产品品类切换后视觉缺陷检测模型需重新训练与调整参数的问题，提出一种多尺度自监督特征

融合的工业视觉缺陷检测方法。该方法以冻结的自监督视觉主干网络通过多 Hook 并行抓取浅、中、深 3 层 patch 

token 特征，分层构建核心子集记忆库；通过等权得分级融合机制将各层最近邻距离合成统一的异常图像，从而

避免模型逐类调整参数与重新训练。在 MVTec-AD 数据集全部 15 类、3 个随机种子下，图像级 AUROC 达 0.987 4 

± 0.001 7，跨种子标准差仅为同主干基线的 11%~20%，区域级 PRO 达 0.816 3 ± 0.012 1。归因消融实验结果表明：

跨种子标准差减小的主要原因是多层 Hook 的等权得分级融合机制，全部 15 类上多层相对单层 L9 的标准差降幅

约为 45%。零样本迁移至 VisA 数据集全部 12 类时，P-AUROC 达 0.992 9；Real-IAD 数据集前 6 类子集的 P-     

-AUROC 达 0.984 7。在自建的发动机缸套缺陷图像数据集上，P-AUROC 达 0.967 3 ± 0.001 5。在半精度模式下单

图推理耗时约为 25 ms，可满足一般中速生产线的节拍要求。 
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Multi-scale Self-supervised Feature Fusion Method for 

Industrial Visual Defect Detection  

CHEN Yongbin  HUANG Jiasi  HUANG Guojian 

(Guangdong Mechanical and Electrical Polytechnic, Guangzhou 510550, China) 

Abstract: Aiming at the problem that visual defect detection models require retraining and parameter tuning after product 

category switching, we propose an industrial visual defect detection method based on multi-scale self-supervised feature fusion. The 

method employs a frozen self-supervised visual backbone network to extract shallow, middle, and deep patch token features in parallel 

via multiple hooks, and hierarchically constructs a core subset memory bank for each layer. It then fuses the nearest neighbor distances 

from all layers into a unified anomaly map using an equal-weight score-level fusion mechanism, thereby avoiding category-wise 

parameter tuning and retraining. On all 15 categories of the MVTec-AD dataset under 3 random seeds, the image-level AUROC reaches 

0.987 4 ± 0.001 7, with a cross-seed standard deviation that is only 11%–20% of that of the same backbone baseline, while the region-

level PRO achieves 0.816 3 ± 0.012 1. Ablation study results attribute the reduction in cross-seed standard deviation primarily to the 

equal-weight score-level fusion mechanism of multiple hooks; the standard deviation reduction of multi-layer compared to single-layer 

L9 across all 15 categories is approximately 45%.When zero-shot transferred to all 12 categories of the VisA dataset, the P‑AUROC 

reaches 0.992 9; on the first 6 categories of the Real‑IAD dataset, the P‑AUROC achieves 0.984 7. On a self‑collected engine cylinder 

liner defect image dataset, the P‑AUROC reaches 0.967 3 ± 0.001 5. In half‑precision mode, the inference time per image is about 

25 ms, which can meet the takt time requirements of typical medium‑speed production lines. 

Keywords: industrial visual; anomaly detection; self-supervised learning; multi-scale features; zero-shot transfer 
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异质性的表征具有跨数据集稳定性； 

2） Real-IAD 数据集前 6 类跨数据集零样本迁移

结果如表 4 所示。 

表 4  Real-IAD 数据集前 6 类跨数据集零样本迁移结果

（SEED=42）  

类别 I-AUROC P-AUROC PRO 

audiojack 0.852 8 0.982 8 0.877 3 

bottle_cap 0.958 5 0.992 9 0.861 5 

button_battery 0.853 7 0.979 4 0.651 5 

end_cap 0.821 1 0.974 8 0.686 8 

eraser 0.887 3 0.984 7 0.723 5 

fire_hood 0.875 3 0.993 5 0.819 9 

均值±标准差 
0.874 8 ± 

0.046 9 

0.984 7 ± 

0.007 4 

0.770 1 ± 

0.095 4 

由表4可知：Real-IAD数据集前6类的P-AUROC、

PRO 与主表处于同一量级，表明跨数据集零样本迁移

在该 6 类上成立；I-AUROC 为 0.874 8，数值偏低，

主要源于其类间外观差异较大，单一图像级阈值难以

同时适配，需以少量正常样本进行阈值校准。 

关于测试子集的选择依据：Real-IAD 数据集共包

含 30 类工业产品，本文按官方类别列表字母序选取

前 6 类，属便利采样，不涉及依据方法表现的主观挑

类；所选 6 类工业产品涵盖音频接口、瓶盖、纽扣电

池、端盖、橡皮与消防罩等结构与材质差异较大的类

别，其 I-AUROC 标准差为 0.046 9，也表明未刻意选

取易检类别。受计算预算与篇幅限制，其余 24 类工

业产品（含印制电路板、纺织品等）尚未覆盖，因此

跨数据集零样本迁移的结论仅在该6类子集层面成立，

完整 30 类的验证留作后续工作。 

4.4  发动机缸套场景 

本文提出图内 patch 适配方案：将每幅图像中缺

陷掩膜取反后的非缺陷区域视为正常块参考，并由此

构建图内记忆库，从而无需外部正常样本。本文采用

自建的发动机缸套缺陷图像数据集进行实验验证。该

数据集采集自某工厂的发动机缸套外圆在线检测工

位（300 万像素相机、8 mm 镜头、隧道光源），共 569

幅图像，全部为含缺陷样本，缺陷形态覆盖划痕、磕

碰、锈蚀、涂料眼等典型类型。每幅图像均配有人工

标注的像素级缺陷掩膜：标注通过 HALCON 工具完

成；因原始类型标签一致性不足，统一进行二值化处

理，掩膜值≥1 的像素视为缺陷。数据集按 7∶3 划分

为参考集与测试集（划分种子固定为 42）；单图非缺

陷区域面积占比的 5%、50%、95%分位数分别为 78%、

92%、99%，均满足图内记忆库的构建条件。实验结

果如表 5 所示。 

表 5  发动机缸套场景实验结果（3 个种子 SEED∈{42, 7, 

123}）（均值±标准差） 

方法 P-AUROC PRO 

PatchCore-DINOv2  0.960 0 ± 0.004 2 0.691 8 ± 0.054 3 

AnomalyCLIP-stub 0.963 5 ± 0.005 0 0.654 7 ± 0.047 2 

MultiHook-AD 0.967 3 ± 0.001 5 0.790 3 ± 0.029 7 

由表 5 可知，本文方法的 P-AUROC、PRO 均优

于同主干网络的 PatchCore-DINOv2、AnomalyCLIP-   

-stub 方法，表明多层 Hook 的等权得分级融合机制在

无外部正常样本的图内适配场景下，能提升检测精度

与跨种子稳定性。 

本文方法在发动机缸套缺陷图像数据集上的缺

陷检测可视化结果如图 3 所示。 
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图 3  发动机缸套缺陷图像数据集上的缺陷检测可视化结果（IoU 最高的 3 个样本） 

由图 3 可知，检测的异常区域与真值掩膜形态吻

合（3 个样本的 IoU 均约为 0.66），表明图内 patch 适

配方案在无外部正常样本的条件下仍能准确定位缺

陷区域。 

4.5  GPU 加速部署评测 

MultiHook-AD 缺陷检测框架在MVTec-AD 数据

集 3 类（bottle、carpet、hazelnut）× 3 个种子上测得：

工作站级 RTX 3090 单图 FP32 推理耗时为 28.35 ± 

1.68 ms（FPS 35.4 ± 2.1）；FP16 推理耗时为 25.37 ± 

6.01 ms（FPS 43.1 ± 5.2）；I-AUROC 均接近饱和

（>0.997），FP16 相对单图 FP32 的 I-AUROC 差异

不到 0.001，表明本文方法可适配多数生产线节拍。 

5  结论 

面向柔性生产过程中，产品频繁切换、跨品类快

速复用等实际需求，本文提出一种多尺度自监督特征

融合的工业视觉缺陷检测方法。该方法通过多 Hook

抓取浅、中、深 3 层 patch token 特征，按等权得分级

融合机制形成统一的异常图像，支持同一组超参数跨

数据集直接复用。实验表明，本文方法在 MVTec-AD

数据集全部 15类、VisA数据集全部 12类及Real-IAD

数据集前 6 类上均保持稳定的图像级与像素级精度，

跨种子标准差仅为同主干基线的 11%~20%。 

未来工作将继续研究跨品类阈值校准与漏检、误

判分布的精细分析，补充与 AnomalyDINO[17]、

Dinomaly[18]、MuSc[19]等同主干网络方法的端到端公

平对照，并完成 Real-IAD 数据集完整 30 类工业零件

的零样本迁移验证。 

©The author(s) 2024. This is an open access article under the CC 

BY-NC-ND 4.0 License (https://creativecommons.org/licenses/ 

by-nc-nd/4.0/) 
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